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摘要：针对花生根瘤微小密集、易粘连遮挡、田间成像条件复杂以及不同手机设备间图像差异较大等问题，建立

了基于智能手机的花生根瘤表型田间快速解析方法。通过搭建封闭式白光定标采集装置，集成标准色卡与刻度标

尺，实现根系图像颜色与尺度的标准化采集，从源头提高田间图像获取的一致性与可比性。提出适用于复杂田间背

景的轻量化根瘤检测模型STAC-YOLO11n，可在手机端实现根瘤图像的快速分析与计数。结果表明，方法在复杂环

境下具有较好的根瘤检出能力和计数稳定性，准确率为86.85%，且在不同手机设备的泛化能力较好。该研究为花生

根瘤田间高通量、低成本、可复现表型获取提供了技术支撑，也为深入解析根瘤固氮机制、精准育种提供了新路径。
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Abstract: For high-throughput, low-cost, and reproducible field phenotyping of peanut nodules, and for a new ave⁃
nue in deep investigation of nodulation and nitrogen fixation mechanisms on precision breeding, this study developed a 
smartphone-based rapid field phenotyping method. It is to address the challenges associated with peanut nodule pheno⁃
typing in field, including small size nodules and dense distribution, frequent adhesion and occlusion, complexity of field 
imaging conditions, and substantial image variability across smartphone devices. A closed white-light calibrated imaging 
device integrating a standard color card and scale ruler was constructed to enable standardized acquisition of root images 
in terms of both color and scale, thereby improving the consistency and comparability of field images at the source. In ad⁃
dition, a lightweight nodule detection model, STAC-YOLO11n, was proposed for complex field backgrounds, enabling 
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rapid image analysis and nodule counting on smartphones. The results demonstrated that the proposed method achieved 
robust nodule detection and stable counting performance under complex environmental conditions, with an accuracy of 
86.85%, and exhibited good cross-device generalization across different smartphone platforms.

Key words: peanut nodules； smartphone； field high-throughput phenotyping； lightweight object detection； 
cross-device generalization

根瘤是豆科作物进行生物固氮的重要结构，其

数量、大小、颜色等表型性状，是衡量固氮效率的重

要指标[1]。在豆科作物遗传育种、根瘤菌筛选、土壤

养分调控等相关研究中，准确高效地获取根瘤表型

信息具有重要的应用价值[2]。然而，由于根瘤体积

较小，颜色与根系接近，在有氧环境下容易被氧化，

并且错综复杂的根系会遮挡部分根瘤，因此根瘤的

分析和评估一直是研究的难点[3]。目前，根瘤的识

别与表型测定主要依赖人工，属于劳动密集型工

作，不仅效率低、耗时长，而且准确度受操作人员的

主观因素影响较大，不能提供颜色、尺寸等信息[4]。
此外，近年来以ARC微生物菌剂为代表的促结瘤固

氮技术使花生、大豆结瘤数量显著增加[5-7]。在高结

瘤条件下，根瘤在根系上的空间分布呈现更高密度

与成簇粘连特征，导致人工计数与形态测量难以完

成，且更易产生漏检、重检等误差累积，难以满足现

代农业对高通量、高精度表型数据的需求[8]。因此，

建立根瘤智能化识别与计数方法成为迫切需求。

尤其是面向根系原位、密集粘连及非受控田间成像

条件，智能、便携方法需同时兼顾检测精度、计数一

致性与端侧可部署性。

随着机器视觉与深度学习的发展，基于图像的

目标检测与分割方法为根瘤表型的自动分析提供

了可行路径[9]。目前已有如 WinRHIZO 等商业软件

可对根长、根密度等指标进行分析，但对于小目标、

弱纹理、密集粘连的根瘤表型的自动评估和分析方

法相对欠缺[10]。1993年，Vikman等人[11]首次使用图

像分析技术评估根瘤，为根瘤的自动分析开辟了新

途径。在此基础上，许多研究利用扫描仪、数码相

机、电子束成像等设备获取根瘤图像用于自动分

析[12-14]。但均需人为把根瘤从根部摘下，限制了自

动化程度，并失去了根瘤在根系的空间信息。近年

来，基于目标检测、语义分割和实例分割的深度学

习方法为植物根瘤的自动识别提供了有效手段[15]。
Chung等人[16]在大豆根瘤分割中采用UNet与迁移学

习进行像素级分割，显著提升了检测精度；Jubery等
人[17]开发了基于 RetinaNet与 UNet的 SNAP流水线，

在大豆根瘤识别中准确率达到 70%。但在根系密

集、遮挡严重等复杂场景中，现有方法仍存在识别

困难，检测精度与稳定性有待进一步优化。此外，

本团队前期利用扫描仪构建大规模根瘤图像数据

集，并在 YOLOv8s中引入 Transformer与 CBAM 注意

力机制，结合Otsu分割将密集根瘤的识别准确率提

高至 95. 83%。但其高度依赖受控平台与固定设备

的成像一致性，限制了田间环境中的规模化部署及

实时原位监测[18]。
智能手机凭借其集成的感知能力与边缘计算

性能，为根瘤田间原位表型的高通量获取提供了技

术载体[19]，但仍存在以下瓶颈：首先，异构硬件传感

器的成像链路差异导致跨设备几何尺度与颜色特

征存在非线性偏移，严重削弱了表型数据的测量一

致性与物理可比性。其次，田间复杂背景下的根

尖、侧根截面及附着土壤颗粒等与真实根瘤特征高

度重叠，导致端侧轻量化模型在有限算力约束下极

易产生误检与漏检。此外，现有研究多依赖纯数据

驱动的通用检测器，缺乏对根瘤依附于根系这一生

物学拓扑先验的深度集成，导致模型在面对形态变

异场景时的可信度与泛化力受限。

针对上述问题，本研究建立了一种面向智能手

机端侧的花生根瘤表型分析方法，包括标准化采集

与质量控制、结构先验约束下的轻量检测以及跨设

备泛化评估。通过封闭式定标装置与端侧质量控

制，在物理层面实现了成像特征的归一化，降低田

间环境及异构图像信号处理器（ISP）差异导致的根

瘤图像色彩偏差与尺度差异。并在算法层面引入

Root-head提供根系区域语义先验，结合拓扑一致性

筛选与自适应级联注意力模块，从空间合理性约束

和局部特征增强两个层面提升复杂背景下的候选

质量与判别稳定性。进一步地，通过跨设备泛化测

试评估模型的跨平台稳健性，为移动端表型数据的

跨机型可比性提供技术支撑。

1 材料与方法

1. 1 田间样品采集与预处理

供试花生品种为中花 34，2025年 6月 18日种植

于湖北省武汉市中国农业科学院油料作物研究所
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武昌试验基地。采用穴播方式，行距 25 cm，株距 10 
cm。播种后定期灌溉，清除杂草。样品采集覆盖作

物全生育期以确保数据集的表型多样性。采样时

使用铁锹沿植株根系外围挖取花生根系，尽可能完

整地挖掘出主根和侧根。从植株的基部裁剪，切除

地上部分，获得完整根部。将根部浸泡在水中清

洗，轻柔搅动使附着在根表面的泥沙脱落，然后用

纸巾吸取根瘤表面的水分，确保根系湿润但无明显

水滴，以减少拍摄时的高光反射。

1. 2 图像采集装置设计

为构建稳定且可重复的成像环境，搭建了基于

智能手机的封闭式图像采集装置。如图 1所示，装

置主体为 45 cm × 45 cm × 45 cm的封闭箱体。内壁

及顶部喷涂消光黑涂层，吸收杂散光、抑制田间多

变的环境光干扰及内部反射，提高背景纯净度和目

标边缘对比度；箱体底部为高白度哑光背景板，减

少背景纹理差异。箱体顶部中央设有圆形取景孔，

智能手机固定于取景孔上方，镜头光轴垂直于样品

平面进行正投影拍摄。拍摄过程中锁定对焦和曝

光参数，并通过蓝牙遥控触发快门，减少机械抖动。

此外，箱体内顶部安装高显色 LED 面板，提供 1000 
lux均匀白光照明，用于根瘤图像采集、颜色特征提

取与色彩校正，避免环境光变化导致的色温与亮度

漂移。成像视野内配置 24色标准色卡（ColorCheck⁃
er）与分度值为 1 mm 的精密线性标尺，用于色彩归

一化和几何尺度标定。

1. 3 智能手机端侧质量控制

在稳定成像装置的基础上，本研究进一步建立

端侧质量控制流程，提升跨设备条件下数据采集与

测量结果的可比性。几何层面依托标尺区域自动

估算空间分辨率（px/mm），实现像素尺度到物理尺

度的转换。色彩层面基于ColorChecker色卡中各色

块的观测值与参考值建立颜色映射模型，并采用带

偏置项的线性校正算子对图像进行色彩空间对

齐[20]，计算公式如下:
min

M,b  ∑
k = 1

K

 c( )k
ref - ( Mc( )k

obs + b ) 2
2 (1)

ĉ = Mc + b (2)
其中，c( )k

obs 和 c( )k
ref 分别为第 k个色块的观测颜色向量与

参考颜色向量；M 为 3 × 3 颜色映射矩阵，b 为偏置

项，二者通过最小二乘法计算得到；c为原始像素颜

色向量，ĉ 为校正后颜色向量。颜色映射在统一白

光照明条件下拟合应用，并在拟合前对 sRGB 像素

执行逆伽马变换获得线性RGB，从而减少跨设备成

像链路差异导致的系统性偏移。

端侧质量控制通过多指标实时检测对采集图

像进行质量筛查。采用拉普拉斯方差评估图像清

晰度，失焦判别阈值为 120；曝光状态通过高亮饱和

像素比例进行评估，当该比例超过 2. 5% 时判定为

过曝；同时监测色卡及标尺的位姿状态。通过质量

控制的图像可用于后续分析，从源头降低低质量数

据对分析结果的影响。

1. 4 数据集构建与跨机型泛化验证

采用以样品为中心的严格配对策略构建跨设

备数据集，共采集 823株花生根系样品，并为每株样

品关联唯一 ID。使用苹果（iPhone 15）、华为（Mate 
70）与小米（Redmi K80）三种不同系统环境的主流

智能手机对每株样品同步采集，形成 1:1:1的跨设备

配对观测库，共获得 2469张根系根瘤图像。数据标

注采用边界框（BBox）形式，对图像中可辨识的根瘤

目标逐一进行人工标注。仅对与根系存在附着关

系且边界可判别的可见根瘤进行标注；土壤颗粒、

根尖、侧根截面及高光反射等非根瘤结构均不纳入

标注范围。另外，数据集划分严格按照植株 ID隔离

原则，确保同一植株在不同设备下采集的图像被划

入同一数据子集。

模型训练与超参数选择使用 iPhone 15 采集并

标注的训练集与验证集。为评估跨设备域迁移鲁

棒性，从与 iPhone 测试集配对的样本中分别抽取

Mate 70 与 Redmi K80 各 100 株图像进行边界框标

注，构成外部设备域测试集。外测数据仅用于独立

评估，外测样本与 iPhone测试样本在植株 ID层面严

图1　基于移动终端的封闭式根瘤图像采集装置结构示意图

Fig. 1　Schematic illustration of the enclosed mobile-ter⁃
minal-based image acquisition system for peanut nodules
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格配对，减少样本差异产生的影响。

1. 5 算法评估基准与端侧部署

为评估建立的方法在计算资源受限环境下的

性能增益，构建统一的对比实验基准，选取单阶段

检测器 YOLO11n[21]、RT-DETR[22]及两阶段检测器

Faster R-CNN[23]作为对照模型。所有基准模型均在

一致的数据集划分、输入分辨率及预处理流程下进

行训练与评估。训练阶段集成复合数据增强算子，

包括随机多尺度缩放、亮度-对比度扰动及掩码式

局部遮挡，模拟田间轻微光照波动与根系重叠遮

挡，提高模型在非受控扰动下的泛化边界。

部署阶段遵循边缘计算准则，针对异构移动生

态执行差异化适配：iOS平台基于 CoreML框架实现

加速；Android 及兼容系统采用 TensorFlow Lite 引

擎；HarmonyOS 端侧推理根据系统版本采用 Mind⁃
Spore Lite 等原生推理引擎进行适配，若为 Android
兼容环境则采用 TFLite。基于上述部署策略，构建

智能手机原型系统，并将训练得到的检测模型部署

于手机本地推理环境，用于根瘤图像的端侧分析。

系统包括图像采集与本地导入、根瘤检测、计数统

计和结果显示等功能模块。对于输入的根系图像，

系统首先检测其清晰度、曝光状态以及色卡和标尺

的有效性；在质量控制通过后，调用部署模型进行

根瘤识别与计数，并输出叠加目标框的识别结果及

对应的根瘤数量统计信息。

1. 6 模型结构

针对花生根瘤微小密集、田间背景干扰复杂的

特性，本研究提出集成拓扑先验的轻量化检测模型

STAC-YOLO11n，构建了融合语义引导、空间拓扑约

束与特征重标定的协同检测框架。STAC-YOLO11n
的整体结构如图2所示。

1. 6. 1 多任务语义引导与 Root-head 设计 为提

高模型对根系全局结构的感知能力，在 YOLO11 检

测分支之外并行引入轻量级语义分割分支（Root-
head），用于生成根系区域概率图Mr，为根瘤检测提

供根系空间先验，并支撑后续拓扑一致性筛选，结

构示意图如图 3所示。该分支与检测任务共享骨干

特征，通过多任务学习增强模型对根瘤局部特征和

根系整体分布的联合表征能力，减弱土粒、反光和

阴影等背景噪声对检测结果的干扰。

由于根系区域分割对空间细节信息较为敏感，

本研究将 Root-head 设置在高分辨率特征分支上。

Root-head 以颈部网络输出的 P3 特征为主要输入，

经轻量级卷积和上采样后生成单通道根系区域概

图2　STAC-YOLO11n模型整体结构图

Fig. 2　Overall architecture of the proposed STAC-YOLO11n model
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率图 Mr。Root-head预测的对象是整幅图像中的根

系区域，并非根瘤实例本身，其主要作用是为主检

测任务提供辅助语义约束。检测分支仍采用P3、P4
和 P5三个尺度特征完成多尺度目标检测，而 Root-
head 则侧重于根系空间先验的构建。训练阶段，

Root-head 输出与检测分支同步优化；推理阶段，其

结果用于后续检测结果筛选。

鉴于像素级标注成本较高，Root-head所需根系

区域掩膜采用弱监督方式构建。首先，在标准化背

景条件下，结合阈值分割与 GrabCut 批量生成初始

根系掩膜。然后，按照根系覆盖率、背景噪声和图

像清晰度进行分层随机抽样，选取训练集 20%的样

本进行人工交互修正。修正时保留主根及其连通

侧根，去除与根系主体分离的土粒、反光和阴影伪

前景，并填补局部孔洞。以修正结果为参考，采用

交并比（IoU）和连通性指标评价初始掩膜质量，其中

IoU 定义为自动掩膜与参考掩膜前景区域的交并

比，连通性定义为最大前景连通域面积占总前景面

积的比例。在此基础上，模型采用联合损失函数进

行端到端优化：

Ltotal = Ldet + λLroot (3)
其中，Ldet 为目标检测损失，Lroot 为二值交叉熵语义分

割损失，λ为权重系数。通过联合优化，骨干网络在

学习根瘤局部判别特征的同时，引入根系区域的全

局语义约束，提升模型对复杂背景下根瘤目标的判

别能力，为后续拓扑一致性筛选提供可靠先验。

1. 6. 2 根瘤拓扑一致性空间筛选 在推理阶段，

检测分支首先输出候选边界框{bi}，Root-head 分支

同步生成根系区域概率图 Mr。为提高检测结果与

根系空间分布的一致性，在常规检测后处理基础

上，引入拓扑一致性空间约束。将概率图Mr 以阈值

t = 5二值化得到根系区域二值掩膜 Mmask，去除面积

小于图像总面积 0. 05% 的小连通域后，采用基于

Zhang–Suen细化原理的骨架提取方法[24]，从二值根

系掩膜中提取单像素宽度的根系中心骨架 Sr，表征

根系主体的空间拓扑结构。仅保留满足以下几何

约束的预测目标：

Ivalid = [ IoU (bi ,Mmask ) ≥ ]α ∧ [dis ( pi ,Sr ) ≤ ]β (4)
其中，Ivalid 为候选框有效性判别变量；pi 为候选框几

何中心；α 为候选框与根系区域二值掩膜的最小重

叠阈值；β 为候选框中心到根系骨架的最大允许距

离；IoU (bi,Mmask )表示候选框与根系掩膜之间的交并

比；dis ( pi,Sr )表示候选框中心到根系中心骨架的最

小欧氏距离。当候选框同时满足区域重叠约束和

骨架邻近约束时，判定其为与根系拓扑一致的有效

目标，否则予以剔除。该策略能够有效剔除土粒、

反光点等脱离根系分布的离散伪目标。

1. 6. 3 自适应级联注意力模块（ACAB） 为增强

密集微小根瘤目标的特征表达能力，如图 2所示，进

一步在 YOLO11n 颈部 P4 特征分支中引入 ACAB 模

块，该模块通过通道注意力与空间注意力的级联重

加权，对中间特征进行自适应增强与冗余抑制[25]。
其中，通道注意力分支通过全局统计建模提取特征

响应的分布规律，动态增强与根瘤相关的关键特征

通道，并抑制背景噪声。空间注意力通过生成位置

权重，对特征图进行空间聚焦，强化根瘤分布区域

的特征显著性，削弱根尖、土粒及非均匀光影扰动

对识别结果的影响。针对全生育期根瘤目标的跨

尺度分布特性，ACAB 在空间分支中对特征图进行

位置相关的自适应增强与冗余抑制，提升模型对不

同尺度根瘤区域的响应一致性和判别能力。

1. 7 模型评估

利用精确率（Precision）、召回率（Recall）、F1 分

数以及mAP50等指标评价模型性能；根瘤计数性能

以每幅图像中人工标注框总数作为真实根瘤数量，

采用拟合优度（R2）与计数准确度（Accuracy）量化。

具体计算公式如下：

Precision = TP
TP + FP

(5)

图3　Root-head语义分割分支结构示意图

Fig. 3　Architecture of the Root-head semantic segmentation branch
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Recall = TP
TP + FN

(6)
F1 = 2* Precision*Recall

Precision + Recall
(7)

其中，TP 为模型正确检出且类别判定正确的根瘤

数；FP为模型误将非根瘤检出为根瘤的数量；FN为

样本中实际存在但未被检出的根瘤数。精确率表

示所有被预测为正样本中实际为正样本的概率，召

回率表示测试集中所有正样本中被正确识别为正

样本的比例，F1分数反映模型的整体性能。

平均精度（average precision，AP）为精确率与召

回率的曲线下面积，用于衡量模型中单个目标的检

测性能。分类器的性能越好，AP值越高。平均精度

均值（mean average precision，mAP）为每个检测器类

别AP的平均值，用于衡量模型的整体性能，计算公

式为：

AP = ∫0

1
P ( R )dR (8)

mAP = 1
N ∑

i = 1

N

APi (9)
此外，拟合优度R2表示模型计数结果与人工真

值之间的一致性，反映模型对根瘤数量变异的解释

能力；Accuracy 则用于量化模型预测根瘤数相对于

人工真值的偏离程度，表征单株样本计数准确率，

计算公式为：

R2 = 1 - ∑i = 1
n ( yi - ŷ i )2

∑i = 1
n ( yi - ȳ ) 2 (10)

Accuracy = (1 - | yi - |ŷ i

max ( )yi,1 )*100% (11)
其中，n是测试集中图像的总数，yi是第 i张图像的实

际根瘤数量，ŷ i 为模型预测的根瘤数量，ȳ是根瘤实

际数量的平均值。max ( yi,1)旨在避免全生育期采

样中零根瘤样本导致的除零风险。

2 结果与分析

2. 1 模型检测性能

表 1系统比较了不同检测模型在 iPhone测试集

上的综合性能表现，评估其在根瘤小目标密集场景

中的检测能力。结果显示，两阶段检测器 Faster R-
CNN虽具备一定的目标定位能力，但其计算复杂度

高且计数准确度较低，难以满足田间移动端应用对

效率与精度的综合要求；RT-DETR 在 mAP 指标上

具有一定优势，但其计算复杂度与模型体积仍较

高，且计数准确率提升有限；YOLO11n 具有较强的

端侧适配性，但原生模型在处理密集粘连目标与复

杂背景伪响应时存在一定局限，导致计数准确度较

低。相比之下，本研究提出的 STAC-YOLO11n在保

持较低运算复杂度与模型体积的条件下，实现了检

测性能与根瘤计数准确度的同步提升。

在分类与定位质量方面，Faster R-CNN 的精确

率 和 召 回 率 分 别 为 0. 752、0. 774，mAP@0. 5 为

0. 741，表明其在复杂背景中能维持一定的检出能

力，但对密集小目标的综合识别精度较低。RT-DE⁃
TR的mAP@0. 5提升至0. 829，说明端到端检测框架

在该类数据分布下具备较好的特征表征能力。但

其精确率与召回率提升有限。YOLO11n 的精确率

和 mAP@0. 5分别为 0. 801、0. 833，体现了轻量单阶

段检测在实时性与精度平衡上的优势。此外，相较

于原始YOLO11n，STAC-YOLO11n的整体性能进一

步提升。精确率、召回率与 F1 分别达到 0. 832、
0. 780和 0. 805，mAP@0. 5提升至 0. 866，且其 P–R
曲线（图 4A）整体保持在较高精度区间，表明模型在

维持较高召回率的同时能够有效控制误检。该性

能提升主要与 Root-head分支提供的根系区域语义

先验、拓扑一致性筛选对候选结果空间合理性的约

束，以及 ACAB 对复杂局部区域判别能力的增强有

关。图 4B所示的归一化混淆矩阵进一步验证了模

型分类稳定性的提升，STAC-YOLO11n在真实根瘤

类别上的预测准确度达 0. 87，且背景误判率较低，

说明模型能够有效抑制伪目标激活并减少重复

检测。

对于根瘤检测任务，计数一致性与识别准确度

比模型精度更为关键。表 1 显示，Faster R-CNN 与

RT-DETR 的 R2仅为 62. 74%、70. 24%，说明其预测

值离散度较大。YOLO11n 的 R2 为 82. 94%，STAC-
YOLO11n 进 一 步 提 升 至 85. 69%，且 准 确 度 由

66. 78% 提升至 86. 85%，进一步说明模型不仅提高

了总体相关性，也明显降低了绝对计数偏差，对后

续品种差异比较和根瘤空间分布统计具有重要

意义。

此外，在端侧部署方面，Faster R-CNN 与 RT-
DETR 的 计 算 复 杂 度 分 别 为 133. 92 GFLOPs 和

103. 40 GFLOPs，且模型体积也明显高于轻量模型。

相比之下，STAC-YOLO11n 在保持较小模型体积

（5. 70 MB）的同时，将计算量控制在 9. 90 GFLOPs，
在检测性能与轻量化部署之间取得了较优平衡。

因此，STAC-YOLO11n 通过引入根系语义先验、拓

扑一致性约束与特征重标定机制，实现了检测质量

与计数一致性的同步提升，为根瘤表型的高通量、
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高保真获取提供了关键技术支撑。

2. 2 消融实验与误检抑制机理

表 2通过消融实验进一步揭示了模型各组成模

块对性能提升的贡献。结果显示，原始YOLO11n在

密集小目标与复杂背景下的假阳性率高达 0. 310，
模型易受根尖、侧根等非目标结构的干扰。加入

Root-head、拓扑约束与 ACAB 后，假阳性率降至

0. 198，较基线模型下降约 36. 1%，同时精确率与

mAP@0. 5分别提升至0. 832、0. 866。
单独引入 Root-head 语义分支时，召回率由

0. 774 提高至 0. 817，但精确率由 0. 801 下降到

0. 772。这种高召回、低精确率的特征符合 Root-
head 的先验引导逻辑：语义先验作为空间底图，促

使模型将响应区间锁定于根系覆盖区域，有效扩大

了真实目标的检出范围；但由于缺乏后续的结构约

束，Root-head 的候选扩张会将根尖、侧根断面等相

似结构纳入候选范畴，增加误检并降低精度。由此

可见，Root-head的核心贡献在于增强根系相关区域

的空间关注，并提升真实目标的检出率[26]。
在 Root-head 基础上叠加拓扑一致性筛选后，

精确率回升至 0. 807，F1达到 0. 801，表明该模块有

助于改善检测结果的整体空间合理性。需要指出

的是，该阶段假阳性率由 0. 251上升至 0. 289，说明

仅依赖空间拓扑筛选，对误检的抑制并不稳定。结

合精确率与F1的回升可知，拓扑一致性筛选的主要

贡献在于基于根系区域掩膜与骨架邻近关系，对候

选结果进行结构化过滤，从而提升候选框的空间一

致性；但对于根域内形态相近的结构性伪目标，其

区分能力仍然有限[27]。ACAB模块的加入则在不牺

牲召回率的前提下，将假阳性率降低至 0. 198，并将

精确率和mAP分别提高至 0. 832、0. 866。其性能增

益主要来自对误检的有效抑制，而非通过提高召回

表1　不同检测模型性能对比

Table 1　Comparison of performance across different detection models

模型

Model
Faster R-CNN

RT-DETR
YOLO11n

STAC-YOLO11n

精确率

Precision
0.752
0.794
0.801
0.832

召回率

Recall
0.774
0.759
0.774
0.780

F1分数

F1 score
0.763
0.776
0.787
0.805

平均精度均值

mAP@0.5
0.741
0.829
0.833
0.866

拟合优度

R2 /%
62.74
70.24
82.94
85.69

计数准确度

Accuracy /%
50.90
75.17
66.78
86.85

计算复杂度

GFLOPs
133.92
103.40

6.30
9.90

体积

Model size /MB
158.40
60.30
5.31
5.7

注：表中计数准确度为测试集中各图像根瘤计数准确率的算术平均值；所有模型结果均基于 iPhone测试集计算，且训练、验证与测试样本在植

株 ID层面严格隔离

Note:  Accuracy in the table is defined as the arithmetic mean of per-image nodule counting accuracy on the test set. All model results are obtained on 
the iPhone test set, with strict separation of the training, validation, and test samples at the plant ID level

注：A：精确率-召回率（P-R）曲线；B：归一化混淆矩阵

Note: A: Precision–Recall (P-R) curve; B: normalized confusion matrix
图4　STAC-YOLO11n模型性能

Fig. 4　Performance of the STAC-YOLO11n model
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率获得表观提升。这与 ACAB 的结构特征相一致：

通道注意力基于全局统计建模强化根瘤相关的纹

理特征，空间注意力则在密集粘连场景中增强目标

区域聚焦并抑制非目标区域响应。同时，ACAB 通

过通道与空间注意力的级联重加权增强根瘤相关

区域的特征响应，增强模型对复杂局部区域中非目

标噪声的判别鲁棒性，从而在召回率保持稳健的前

提下有效降低假阳性率并提升mAP[28]。

综 上 所 述 ，Root-head、拓 扑 一 致 性 筛 选 与

ACAB 共同构建了由“根系相关区域关注”到“空间

一致性过滤”再到“局部判别增强”的协同路径。各

模块分别针对漏检扩展、结构筛选和误检抑制等不

同误差来源发挥作用，从而解释了 STAC-YOLO11n
在轻量化条件下仍能实现较高检测性能与较好计

数量化一致性的原因。

2. 3 跨设备泛化性能与域偏移抑制机理

表 3 展示了在 iPhone 单源训练条件下，模型对

异构成像设备的外部泛化能力。结果显示，STAC-
YOLO11n 在跨设备迁移后整体性能保持稳定。相

较于 iPhone内测结果，迁移至 Mate 70外测时，精确

率仅下降 0. 032，召回率提升 0. 025，mAP@0. 5的波

动控制在 0. 009；迁移至 Redmi K80外测时，精确率

和 mAP@0. 5 的降幅分别为 0. 039 和 0. 011，召回率

提升 0. 025。这种精确率略降、召回率反升，且mAP

波动极小的结构性变化特征，说明跨设备域偏移并

未导致明显的系统性性能塌陷，模型在外部设备域

上仍保持较高且稳定的判别能力。

在封闭式白光照明、统一背景板与 ColorCheck⁃
er颜色校准的共同作用下，不同设备间的成像差异

在一定程度上被限制在局部纹理和细节表征层面，

而未导致显著的全局分布漂移。结合外部测试结

果可以看出，跨设备域偏移可能主要表现为局部纹

理响应差异所引起的轻微误检波动，而模型对真实

根瘤目标的整体检出能力仍保持相对稳定。同时，

拓扑一致性筛选能够进一步抑制不符合根系空间

分布规律的伪响应，从而提高跨设备应用中的结果

稳健性。总体而言，物理标准化采集与算法层结构

约束的结合，有助于减轻设备差异对端侧表型输出

一致性的影响，为后续跨机型应用提供了基础

保障。

2. 4 检测结果可视化与手机端应用验证

为验证方法在移动终端上的实际应用可行性，

开发了智能手机端原型系统，图 5展示了该系统的

主要界面及运行结果。由图可知，该系统能够在手

机端实现花生根系图像的根瘤识别与计数，并完成

检测结果可视化与数量统计输出。图中检测结果

表明，预测框主要分布于主根基部、侧根发生区及

根系交汇区域，背景区域响应较少，模型在手机端

表2　关键模块消融与误检率对比

Table 2　Ablation of key modules and comparison of false positive rates

YOLO11n
√
√
√
√

Root-head
—

√
√
√

拓扑约束

Topological constraint
—

—

√
√

ACAB
—

—

—

√

精确率

Precision
0.801
0.772
0.807
0.832

召回率

Recall
0.774
0.817
0.795
0.780

F1分数

F1 score
0.787
0.794
0.801
0.805

平均精度均值

mAP@0.5
0.833
0.844
0.846
0.866

假阳性率

FP
0.310
0.251
0.289
0.198

表3　单设备训练的跨设备迁移评估结果

Table 3　Cross-device transfer evaluation under single-device training

训练集

Training set
iPhone 15

iPhone 15

iPhone 15

测试集

Test set
iPhone 15（内测）

iPhone 15 （internal testing）
Mate 70（外测）

Mate 70 （external testing）
Redmi K80（外测）

Redmi K80 （external testing）

精确率

Precision
0.810

0.778

0.771

召回率

Recall
0.824

0.849

0.850

F1分数

F1 score
0.817

0.812

0.809

平均精度均值

mAP@0.5
0.864

0.855

0.853
注：采用单设备训练策略，结果基于100张跨设备配对图像子集统计；其中内测使用与外测样本严格对应的100张图像进行评估

Note:  Results are obtained under a single-device training strategy and are calculated on a subset of 100 cross-device paired images; the internal test is 
evaluated using 100 images strictly matched to the external test samples
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应用条件下仍具有较好的空间分布一致性。此外，

较高置信度预测框多出现在根瘤附着关系明确、结

构相对清晰的区域，而中低置信度响应更多出现在

根系交汇、局部遮挡、目标粘连及纹理复杂位置，反

映模型在复杂局部场景下仍存在一定不确定性。

尤其在高密度结瘤区域，模型虽仍具有较强检出能

力，但对粘连目标和模糊边界的实例区分能力仍有

待提升。

为进一步评估其在真实样品中的应用表现，选

取不同结瘤水平的花生根系样品进行测试，并以人

工计数结果作为参照，分析手机端计数结果的准确

度。根据人工计数结果，将样品划分为低结瘤（真

值 < 50）、中等结瘤（50 ≤ 真值 < 200）和高结瘤（真

值 ≥ 200）三个水平。表 4为部分代表性样品的计数

结果。在低结瘤样品中，手机端计数结果与人工计

数结果差异较小，相对误差为 5. 88%～10. 00%，计

数准确度为 90. 00%～94. 12%；在中等结瘤样品中，

相对误差增大至 12. 00%～12. 86%，计数准确度为

87. 14%～88. 00%；在高结瘤密集样品中，受目标粘

连、局部遮挡及边界模糊等因素影响，相对误差进

一 步 增 大 至 13. 67%～17. 73%，计 数 准 确 度 为

82. 27%～86. 33%。这一结果表明，随着根瘤密度

的升高，复杂局部结构对端侧计数结果的影响更加

明显，高密度粘连与遮挡仍是制约手机端计数精度

进一步提升的主要因素。

此外，手机端计数与人工计数结果之间的相关

关系如图 6所示。两者呈较好的线性关系，多数样

本分布于拟合直线附近，表明手机端及人工计数在

总体趋势上保持一致。随着结瘤密度增加，部分样

品与拟合直线的偏离程度增大，这与高密度场景下

目标粘连增强、局部遮挡加重以及边界判别困难等

问题相一致。需要注意的是，手机端计数结果整体

低于人工计数结果，表明当前模型在高密度场景下

仍存在一定程度的系统性漏计。总体而言，构建的

智能手机端原型系统不仅能够完成根瘤图像的端

侧检测与计数，而且在真实田间花生样品中表现出

较好的稳定性，为后续高通量表型计数及统计分析

提供了技术支撑。

3 讨论与结论

针对根瘤小目标、密集粘连与遮挡等问题，现

有研究多基于相对稳定的成像条件，通过改进检测

与分割网络结构，增强对小目标与粘连目标的表征

能力，提高识别准确度。Jubery等人[17]提出 SNAP方

法，将 RetinaNet 与 U-Net 结合构建了检测-分割高

通量分析流程，验证了深度学习在大豆根瘤识别中

的可行性。但对密集根瘤的识别效果较差，且其研

究重点为离线流程的自动化与性状输出，缺乏对移

图5　智能手机端原型系统界面与根瘤检测结果展示

Fig. 5　Interface of the smartphone-based prototype sys⁃
tem and visualization of root nodule detection results

图6　手机端花生根瘤计数结果与人工计数结果的相关关系

Fig. 6　Correlation between smartphone-based and manu⁃
al counting results for peanut nodules
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动端应用中跨设备成像链路差异的系统性约束。

Chung 等[16]虽强调像素级分割对小目标的识别优

势，但同样未解决跨设备输入的一致性与可比性问

题。此外，本团队前期研究基于高分辨率扫描仪将

密集根瘤的识别准确度提高至 95. 83%，但受采集

平台限制，其应用场景主要为实验室精准解析。相

比之下，本研究面向田间便携应用，将根瘤检测拓

展至智能手机端。通过封闭式定标装置与端侧质

量控制，并在算法中引入根瘤附着于根系的生物学

结构先验[29]，在一定程度上补偿了端侧成像不足带

来的影响。虽然其识别准确度为 86. 85%，低于扫

描平台，但实现了根瘤识别由实验室高精度测定向

田间快速、便携应用的转变。

消融实验结果进一步阐明了 STAC-YOLO11n
中语义先验、空间过滤与特征重标定的协同作用。

原始YOLO11n在根尖、侧根等细粒度结构与复杂背

景干扰并存的情况下，假阳性率达到 0. 310，说明其

对非目标结构的抑制能力有限。引入 Root-head
后，召回率提升至 0. 817，表明根系区域语义先验能

够扩展有效候选区域的覆盖范围，但缺少进一步的

结构性约束，形态相近的根系结构噪声容易被纳入

候选，导致精度下降[30]。在此基础上进一步叠加拓

扑一致性筛选后，精确率回升至 0. 807，表明结构化

空间过滤有助于提升候选集合的空间合理性。但

假阳性率出现波动，反映拓扑一致性筛选虽改善了

候选结果的空间合理性，但对误检的抑制作用并不

表4　代表性花生根瘤手机端计数与人工计数结果对比

Table 4　Comparison of smartphone-based and manual counts for representative peanut root nodule samples

结瘤水平

Nodulation level

低结瘤

Low nodulation

中等结瘤

Moderate nodulation

高结瘤

High nodulation

人工计数

Manual count
10
17
20
23
27
30
44
50
70
90

110
130
150
170
190
205
220
240
260
280
300
320
350
373
394
440
461
483
506
524
543

手机端计数

Smartphone count
9

16
18
21
25
27
41
44
61
79
96

114
131
149
166
169
181
198
215
231
247
269
295
319
338
374
398
408
430
440
459

绝对误差

Absolute error
1
1
2
2
2
3
3
6
9

11
14
16
19
21
24
36
39
42
45
49
53
51
55
54
56
66
63
75
76
84
84

相对误差

Relative error /%
10.00
5.88

10.00
8.70
7.41

10.00
6.82

12.00
12.86
12.22
12.73
12.31
12.67
12.35
12.63
17.56
17.73
17.50
17.31
17.50
17.67
15.94
15.71
14.48
14.21
15.00
13.67
15.53
15.02
16.03
15.47

计数准确度

Accuracy /%
90.00
94.12
90.00
91.30
92.59
90.00
93.18
88.00
87.14
87.78
87.27
87.69
87.33
87.65
87.37
82.44
82.27
82.50
82.69
82.50
82.33
84.06
84.29
85.52
85.79
85.00
86.33
84.47
84.98
83.97
84.53

注：绝对误差为手机端计数与人工计数之差的绝对值；相对误差为绝对误差占人工计数的百分比；计数准确度按式（11）计算

Note:  Absolute error is calculated as the absolute difference between smartphone-based count and manual count; relative error is calculated as the per⁃
centage of absolute error relative to manual count; counting accuracy is calculated according to Eq. (11)
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稳定。最终引入 ACAB 后，在召回率基本保持稳定

的条件下，假阳性率进一步降至 0. 198，较原始模型

下降 36. 1%。表明其性能提升主要源于对误检的

有效抑制[31]。因此，STAC-YOLO11n 的改进重点并

非单纯提高单目标定位精度，而在于通过根系区域

语义先验、结构过滤、局部判别增强的逐层协同，削

弱密集场景下误检累积造成的关键误差。此外，跨

设备测试进一步表明，本研究构建的物理标准化采

集体系与算法层结构约束具有较好的协同效果。

在 iPhone单源训练条件下，模型在Mate 70与Redmi 
K80外测中的mAP@0. 5仅下降 0. 009–0. 011，并呈

现出精确率小幅下降、召回率补偿性上升的结构性

特征。该现象提示跨设备域偏移可能主要表现为

局部纹理表征差异，而非整体外观分布的显著漂

移[32]。总体而言，物理标准化采集体系将设备差异

控制在局部表征层面，减轻了全局分布漂移，为移

动端表型测量的跨平台可比性奠定了基础。

尽管本研究在一定程度上提升了根瘤表型测

量的智能化与一致性，但仍存在局限。首先，手机

端计数结果整体低于人工计数结果，特别是在高结

瘤密度样品中，系统性漏计更为明显，说明当前模

型在高密度粘连目标条件下的实例分离能力仍显

不足。其次，根系泥膜污染可能降低前景分离质

量，削弱掩膜的连通性。此外，样品铺展不足引发

的骨架断裂会使基于拓扑距离的约束在局部失效。

最后，极端反光可能在根区概率图 Mr 中形成空洞，

从而增加漏检或误检风险。未来研究可从数据质

量诊断、采集策略与算法改进等方面进一步完善。

一方面，可将掩膜连通性与骨架断裂率指标作为后

验质量诊断信号，结合不确定性驱动的主动学习优

先修正高影响样本。另一方面，可引入多视角采集

并在个体层面进行特征融合，缓解遮挡导致的系统

性漏检。此外，也可将硬性拓扑约束转变为可学习

的置信校准或可微约束，增强模型对非典型附着形

态的适应性。同时，可进一步开展跨品种、跨地区

的泛化验证，明确端侧模型在不同设备与复杂表型

条件下的适用范围，并将提取的高通量表型数据与

作物遗传机理研究深度融合，构建涵盖数据采集、

智能识别、性状提取、决策支持的闭环体系，为数字

化表型、精准育种与田间智能管理等提供支撑。

综上所述，本研究针对田间根瘤小目标密集、

粘连遮挡及跨设备成像差异导致的表型测定不稳

定问题，构建了集成封闭式定标采集、端侧质量控

制、轻量检测与结构约束的移动端根瘤识别方法。

提出的 STAC-YOLO11n 在保持轻量部署的条件下

（5. 70 MB，9. 90 GFLOPs），实现了花生根瘤田间检

测效能与表型量化可靠性的同步提升，mAP@0. 5达

0. 866，R2 为 85. 69%，计数准确度为 86. 85%。在

iPhone 单源训练条件下，模型在 Mate 70 与 Redmi 
K80外部测试上仍表现出较好的稳定性。该研究为

田间根瘤表型的快速获取、批量分析和标准化评价

提供了技术基础，为豆科作物品种筛选和根瘤固氮

能力研究提供了方法支持。
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